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seinem Interessengebiet entsprechend eine

Zusammenfassung Aboliste mit RSS Feeds aufbauen kann.

Um auch groRere Mengen an taglich anfallende

Informationen effizient verarbeiten zu kénnen, wird Diese Vorgehensweise fiihrt aber mitunter dazu,
in dieser Arbeit nach einer Mdoglichkeit zur dass sehr viele Informationen anfallen und die
automatisierten Priorisierung von RSS FeedSichtung der Nachrichten zu einer Geduldsprobe
Beitrdgen gesucht. Gezielt werden Verfahren deswird. Ein Beispiel aus der Praxis zeigt, dass bei
maschinellen Lernens auf ihre Eignung zur etwa 140 abonnierten Quellen, t&glich zwischen
Klassifikation eingehender Nachrichten untersucht 200 und 250 Nachrichten pro Tag anfallen. Es liegt
und naher beleuchtet. Das knachsteNachbarn also nahe, eine automatisierte Priorisierung der
Verfahren, basierend auf dem simulierten AbkihlenInformationen vorzunehmen und ausgehend vom
wird  vorgestellt und  hinsichtlich  seiner individuellen Interesse des Benutzers, Beitrége,
Leistungsfahigkeit mit dem naiven Bayes die von groRerer Relevanz sind hoher zu
Klassifikatar verglichen. platzieren. Hierzu muss das System vom

1. Einflhrung

1.1 Problemstellung

Durch den steigenden Grad an Vernetzung, nimmt
auch die Menge an Informationen, die téglich auf
uns einwirkt zu. So ist es eine Herausforderung fur
jeden Einzelnen, sich so zu organisieren, dass
wichtige  Informationen,  Nachrichten  und
Mitteilungen in  den taglich anfallenden
Datenbergen nicht verloren gehen. Speziell im
Internet entsteht die Schwierigkeit, dass wir
zahlreiche Quellen nutzen und aus den
verschiedensten Inhalten wichtige Informationen
beziehen.

Eine Losung um diesem Problem zu begegnen, ist
die Verwendung von RSS Aggregatoren. Diese
Programme  tragen Informationen,  Uber
Plattformgrenzen  hinweg, zusammen und
sammeln diese in einem zentralen System. Hierzu
verwenden RSS Aggregatoren sogenannte RSS
Feeds (RSS fur Really Simple Syndication), die
durch zahlreiche Plattformen wie Blogs, Soziale
Netzwerke, Nachrichtendienste und andere Web-
Applikationen zur Verfigung gestellt werden.
Diese RSS Feeds werden laufend durch die Quell-
Applikation  aktualisiert und enthalten in
strukturierter Form (als XML Datei), samtliche
aktuelle Beitrdge, News oder den jeweiligen
Content der Anwendung. Auf diese Weise werden
dem Anwender, an einer zentralen Stelle, alle
aktuellen Mitteilungen préasentiert, wobei dieser
sich selbst die Quellliste zusammenstellen und

Anwender lernen, welche Inhalte von groéRerer
Bedeutung und welche eher nebenséchlich sind.
Bei néherer Betrachtung wird schnell klar, dass es
sich um ein Problem der automatisierten
Klassifikation von Texten handelt.

Im Rahmen dieser Arbeit soll ein Verfahren
entwickelt werden, das dazu geeignet ist, vom
Benutzer zu lernen und automatisch die
Priorisierung vorzunehmen. Eine webbasierte
Applikation fiir das Aggregieren der RSS Feeds
liegt bereits vor und muss entsprechend der
Anforderungen so modifiziert werden, dass eine
automatisierte Priorisierung moglich wird.

1.2Der RSS Aggregator "rsslounge”

Als Basis flr diese Arbeit, wird der webbasierte
RSS Aggregator "rsslounge" (Zeising, 2010)
verwendet. Diese Anwendung basiert auf der
Programmiersprache PHP und baut auf dem Zend
Framework auf. Ein klassischer Apache Server mit
installiertem PHP Modul, sowie eine MySQL
Datenbank dienen als Laufzeitumgebung. Das
Frontend bildet eine HTML und CSS Seite, welche
mittels dem JavaScript Framework jQuery
dynamische Interaktionen erméglicht.

"rsslounge” steht unter GPLv3 Lizenz und steht
kostenfrei zum Download zur Verflgung.
Anwender missen sich die Applikation
herunterladen und auf einem eigenen Server
installieren. Er steht nicht als Dienst zur
Verfigung und kann ausschlielich auf einem
eigenen Server betrieben werden.

Eine automatische Priorisierung mittels dem
naiven Bayes Klassifikator wurde bereits vor
dieser Arbeit implementiert. Dieser liefert aber



keine  zufriedenstellenden  Ergebnisse, da
besonders beim Auftauchen sehr gegensétzlicher
Begriffe der naive Ansatz versagt. Im Rahmen
dieser Arbeit soll also auch die Uberlegenheit
eines vektorbasierten Verfahrens nachgewiesen
oder widerlegt werden.

1.3 Anforderungen

Da der RSS Aggregator "rsslounge" eine
Applikation ist, welche zum freien Download zur
Verfiigung steht und die Installation auf einem
individuell durch den Endanwender gewahlten
Server erfolgt, gibt es eine Reihe an
Anforderungen, die eingehalten werden miissen:

A Die Losung muss echtzeitfahig sein. Weder der
Lern-, noch der Klassifikationsprozess dirfen
UberméRig viel Laufzeit in Anspruch nehmen.

Da der Lernprozess durch eine
Benutzerinteraktion entsteht, darf dieser
maximal 500 Millisekunden in Anspruch

nehmen. Der Klassifikationsprozess wird fiir
gewohnlich durch einen zyklisch aufgerufenen
Prozess automatisch durch den Server
gestartet.  Hierfur  herrschen  weniger
restriktive Laufzeitschranken, dennoch darf
angesichts der moglichen Menge an Quellen
der Klassifikationsprozess nicht zu lange
dauern (im Bereich von Sekunden).

A Da der Reader auf einem unbekannten Server
installiert wird, durfen keine Abhangigkeiten
zu externen Bibliotheken und Komponenten
bestehen. Eine Ausnahme bilden PHP
Bibliotheken, die mit dem Programmpaket
ausgeliefert werden kdnnen. Hierbei ist darauf
zu achten, dass die Lizenzbestimmungen eine
Weiterverteilung erlauben.

A Es stehen nicht unbegrenzt Ressourcen zur
Verfiigung. So muss darauf geachtet werden,
dass die Losung nicht zu viel Speicher oder
CPU Zeit benttigt. Die Daten fur die
Klassifikation sollten hierzu mdglichst nicht
mehr als 100 MB in Anspruch nehmen.

A Der Reader wird von Benutzer der
verschiedensten Nationalitdt verwendet. Die
Losung muss von der aktuell verwendeten
Sprache unabhéngig sein.

A Der Lernprozess muss inkrementell erfolgen.
Der Anwender soll im laufenden Betrieb die
Mdoglichkeit haben das System zu trainieren
und an seine Bediirfnisse anzupassen.

A Die Bedienung des Lernprozesses muss
einfach und intuitiv sein. Deshalb wird eine
einfache Eingabe (Beitrag als interessant oder
langweilig markieren) bevorzugt.

A Das eingesetzte Verfahren muss frei von
Patentansprichen sein.

2. Uberblick tiber die
Textklassifikation

2.1 Textklassifikation mittels maschinellem
Lernen

Die Klassifikation von Text umfasst das
automatisierte Zuordnen von Dokumenten zu
vordefinierten Klassen (Themengebieten). Es wird
hierbei unterschieden zwischen der nicht
exklusiven Klassifikation (ein  Dokument kann
mehreren Klassen zugeordnet werden) und der
exklusiven KlassifikationEine Klassifikation setzt
voraus, dass die Kategorisierung bereits vor der
Zuordnung feststeht. Wird wahrend des Prozesses
der Zuordnung eine Bildung der Kategorien
vorgenommen, so spricht man vom Clustering
(Hoffmann, 2002).

Fur das vorliegende Problem ist eine automatische
Klassifikation erforderlich. Ein System muss also
automatisiert, ausgehend von Trainingsdaten, ein
Text-Dokument in eine Kategorie einordnen. Man
spricht hier von maschinellemLernen da neues
Wissen aus Erfahrung heraus gebildet wird. Die
Textklassifikation besteht bei den meisten
Verfahren aus zwei Schritten: dem Lernen und
dem Klassifizieren

2.2 Extraktion von Merkmalen

Um ein Lernen oder Klassifizieren zu ermdglichen,
missen aus dem vorliegenden Dokument zuerst
Merkmale extrahiert werden. Bei den gangigen
Vorgehensweisen, die in der Literatur zu finden
sind, wird ein Text in seine Einzelworter zerlegt,
wobei dessen Reihenfolge nicht weiter beachtet
und verworfen wird. Man spricht deshalb auch oft
von einem "bag of words"-Modell (Blankenhorn,
2002, S. 19). Wie (Sebastiani, 2002, S. 11)
beschreibt, ist es auch mdoglich Phrasen zu
verwenden, wobei diese basierend auf der
Grammatik oder mittels statistischer Verfahren
ermittelt werden. Die Verwendung von
Wortgruppen ist aber problematisch, da diese eine
geringere Haufigkeit haben und fir eine
Merkmalsreduktion nur schlecht geeignet sind. In
dieser Arbeit wird dieser Ansatz deshalb nicht
weiter verfolgt und das "bag of words"-Modell
verwendet.

Es hangt von den eingesetzten Verfahren ab, wie
die einzelnen Merkmale interpretiert werden. So
verarbeitet der naive Bayes Klassifikator die
einzelnen Worter direkt, wahrend beispielsweise
beim Rocchio Verfahren die Worter eines



Nachricht:

Das Gehirn ist das wichtigste
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Abbildung 1: Ein Merkmalsvektor wird aus einem Text gebildet.

v

Die zwei Worter "aller” und

"Saugetiere" wurden in einem anderen Dokument extrahiert, kommen in der aktealNachricht aber

nicht vor. Quelle:Blankenhorn, 2002, S. 19)

Dokuments als Merkmalsvektor

werden.

interpretiert

Die meisten weiterfihrenden Verfahren der
Klassifikation, wie beispielsweise Support Vektor
Maschinen  oder der k-nachste-Nachbarn
Algorithmus basieren auf Merkmalsvektoren und
gehen von einem mehrdimensionalen
Merkmalsraum aus. In diesem Raum werden die
Vektoren als Punkte platziert. Es wird die
Grundannahme gemacht, dass ahnliche
Merkmalsvektoren néher beieinander liegen als
solche, die sich weniger &hneln.

Die Abbildung 1 zeigt, wie aus einem Dokument
ein Merkmalsvektor gebildet werden kann. Die
einzelnen Worter entsprechen dabei den
Dimensionen im Merkmalsraum, die Haufigkeit
legt dabei die Lénge der einzelnen Dimension des
Vektors fest. Anstelle der Haufigkeiten werden
meist Gewichte, wie die TF-IDF verwendet.
Denkbar wére es aber auch einfach binér eine 1 zu
setzen, falls das entsprechende Wort im Text vor
kommt, oder sonst eine 0 einzusetzen.

Es ist auch maoglich anwendungsspezifische
Merkmale, wie  beispielsweise = Metadaten
einflieen zu lassen und so in der Klassifikation zu
berucksichtigen. Haufig wird das Dokument auch
vorverarbeitet, beispielsweise Sprachkonstrukte
aus HTML oder XML zuvor entfernt.

2.3Verkleinerung des Merkmalraums

Besonders beim Vektormodell wéchst die Anzahl
der Dimensionen nach nur  wenigen
Lernvorgidngen stark an. Zudem besteht das
Problem, dass durch die Vielfalt und Semantik
einer Sprache zu viele Merkmale entstehen. So
werden gleichbedeutende Begriffe doppelt gelistet
oder unbedeutende Worter wie Artikel mit in den
Merkmalsvektor mit aufgenommen. Um diesem
Problem zu begegnen, werden verschiedene
Ansatze verfolgt. George Forman schlagt in dem

Buch "Computational Methods of Feature
Selection” (Forman, 2007) mehrere Mdglichkeiten
vor:

Verschmelzen von Woérter n

Worter vollstandig in Kleinbuchstaben
umzuwandeln ist der einfachste Weg Worter
zusammenzufassen. Daruber hinaus werden auch
linguistische Verfahren, basierend auf
Worterbucher verwendet. So werden alle Worter
eines Wortstamms zusammengefasst (z.B. "cat",
"cats", "catlike" usw.). Auch eine
Rechtschreibkorrektur ist vor allem bei Blogs ein
weiterer Weg den Merkmalsraum zu reduzieren.
Auch  das Verwenden von  Thesaurus
Datenbanken, um gleichbedeutende Worter auf
ein einzelnes Synonym abzubilden  wird
empfohlen.  Weiterfihrend  werden  auch
Datenbanken mit Abkiirzungen und Akronymen
verwendet, wobei dies aufgrund der grof3en
Uberschneidungen in unterschiedlichen
Themengebieten nur méaRig erfolgsversprechend
ist. Es gibt auch regelbasierte, linguistische
Verfahren zur Merkmalsreduktion. Diese sind
allerdings sprachspezifisch und fihren zu einem
Informationsverlust, da sie nicht so prazise sind
wie Worterbuchverfahren.

Wort Phrasen

Das Zusammenfassen von mehreren Wortern zu
einem Merkmal, basierend auf Worterbtchern, ist
ebenfalls ein vielversprechender Ansatz. Ein
Beispiel ist "user interface", welches nur in seiner
Gesamtheit seinem Sinn entspricht.

n-Gramme

Besonders Rechtschreibfehler oder das mehrfache
Vorkommen von Wortern eines Wortstammes
sind grof’e Probleme. n-Gramme bieten eine
elegante Mdoglichkeit den genannten
Schwierigkeiten  zu  begegnen und den
Merkmalsraum zu begrenzen. Ein n-Gramm ist
eine feste Anzahl an Zeichen, die
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Trigramme:

Abbildung2: Es wird aus einem gegebenen Text Trigramme gebildet. Que(Rlankenhorn, 2002, S.

43)

zusammengefasst weiterverarbeitet werden. Da
die Anzahl an Mdoglichkeiten bei n-Grammen
begrenzt ist, wird der Merkmalsraum limitiert.
Abbildung 2 zeigt, wie aus einem Beispieltext ein
Trigramm (3-Gramm) erzeugt wird.

Stopp-Wort -Elimination

Es gibt zahlreiche Worter in der Sprache, die keine
Informationen in sich tragen (beispielsweise
Artikel oder Bindewdrter) und daher eliminiert
werden konnen. Es gibt hier die Mdglichkeit
basierend auf einer Stop-Wort-Liste zu arbeiten,
wodurch eine Sprachabhangigkeit entsteht.
Daneben kann aber auch uber die Worthaufigkeit
die Relevanz eines Wortes ermittelt werden.
Kommt ein Wort in allen Dokumenten vor, so hat
es eine geringe Bedeutung fir die Unterscheidung
von Texten.

Alter eines Worts

Ein weiterer Ansatz ist das Altern von Wortern.
Das in dem von (Blankenhorn, 2002, S. 41ff)
vorgestellte Klassifikationssystem iFile eingesetzte
Verfahren, 16scht Woérter aus dem Merkmalsraum,
welche ein bestimmtes Alter Uberschritten haben.
Dabei wird als Schwellwert log ¢ M1 gebildet
und falls die Haufigkeit des Wortes kleiner ist als
der Schwellwert, so wird es geléscht. Dies hat den
Vorteil, dass Worter, die haufig auftreten und noch
nicht sehr alt sind, beibehalten werden.

Merkmalsauswahl

Fabrizio Sebastiani gibt in seiner Arbeit "Machine

Learning in Automated Text Categorization"
(Sebastiani, 2002) einen Uberblick (iber
verschiedene Verfahren zur Auswahl von

Merkmalen anhand ihres Informationsgehaltes.
Unbedeutende Merkmale werden so ausgemustert
und geldscht.

Merkmalsreduktion fiir rsslounge

Fur das vorliegende Problem eignen sich keine
worterbuchbasierte Verfahren, da der
Benutzerkreis von rsslounge mehrsprachig ist. Es
misste flr jede Sprache ein passendes
Worterbuch mitgeliefert werden, was einen

unverhaltnismafligen Aufwand darstellen wirde.
Das Umwandeln aller Worter in Kleinbuchstaben
und die Verwendung von n-Grammen wird fur die
vorliegende Lésung in Betracht gezogen. Auch das
Loschen von alten Worten wird fir eine Ldsung
unumganglich sein, da der Endanwender beliebig
viele Beitrdge Kklassifizieren kann und es
unvermeidlich zu einer Explosion des bendtigten
Speicherplatzes kommen wirde. Die Stopp-Wort-
Elimination oder Auswahl von Merkmalen wird
aufgrund der Gewichtung der Features nicht
verwendet. Worter, die in nahezu allen
Dokumenten vorkommen, erhalten eine niedrige
Gewichtung und gehen in die Entscheidung nur
sehr schwach ein. Eine Eliminierung von
Merkmalen mittels Auswahl wirde zudem
wertvolle Rechenzeit beim Training kosten und
wird deshalb nicht in Betracht gezogen.

2.4 Gewichtungder einzelnen Merkmale

Neben dem Verkleinern des Merkmalsraumes, ist
es Ublich die einzelnen Worter zu gewichten.
Dieses Gewicht legt die Bedeutung dieses
Merkmals in dem vorliegenden Dokument (und
damit auch Merkmalsvektor) fest. Abbildung 1
zeigt, wie die Anzahl des Vorkommens als Gewicht
gewahlt wird. Dies ist aber denkbar schlecht,
weshalb andere Verfahren zur Bestimmung der
Relevanz eines Wortes verwendet werden.

Die bekannteste Vorgehensweise um Worter zu
gewichten, ist das Term Frequency
Document Frequency(TF-IDF) Verfahren. Diese
Gewichtung geht davon aus, dass Worter, die im
aktuellen Dokument sehr haufig vorkommen, in
allen anderen Dokumenten aber nur sehr selten
auftauchen, das aktuelle Dokument sehr gut
reprasentieren und fiir eine Klassifikation sehr gut
geeignet sind.

Die Termfrequenzist dabei wie folgt definiert:
o s
6Q0,Q = —
B
<X ist die Haufigkeit, mit der ein Wort w im
Dokument d vorkommt und <X ist die gesamte

Inverse



Anzahl aller Worter in dem aktuellen Dokument d.
Worter, die also sehr oft im aktuellen Dokument
vorkommen, haben also eine hohe Termfrequenz.

Die inversen Dokumentfrequenhat einen hohen
Wert, wenn das Wort in mdglichst wenigen
anderen Dokumenten auftaucht und ist wie folgt
definiert:

e XB

- * )

Wobei <xdie Gesamtzahl an Dokumenten ist und
‘QQu) die Anzahl an Dokumenten ist, welche das
Wort w enthalten.

QQL

Das resultierende Gesamtgewicht TF-IDF ergibt
sich aus der Kombination von beiden Werten:
B
0QQ0O= §Q0,Q 2 E"Q——
QQu
Neben der TF-IDF Gewichtung gibt es noch
zahlreiche andere Verfahren (siehe Abbildung 3),
um die Bedeutung eines Terms zu bestimmen.

Eine gingige Vorgehensweise ist die Verwendung
von informationstheoretischen und statistischen
Kennzahlen. So ist der Wert Information gain
(Informationsgewinn) ein weit verbreitetes Malf3,
um die Bedeutung eines Terms zu bestimmen. Sie
basiert auf der Entropie und misst, wie hoch der
Informationsgehalt des jeweiligen Terms fur eine
Trennung ist.

Die Mutual Information ist ein weiteres Gewicht,
welches haufig verwendet wird. Dabei gilt "Eine
groRere Mutual Information steht fur eine hohe

statistische Abhéngigkeit und damit Aussagekraft
eines Merkmals" (Blankenhorn, 2002, S. 40).

Soucy und Mineau (2005) fuhren das Mafl3
ConfWeightein, welches auf Konfidenz-Intervallen
beruht. Es werden Intervalle fiir das Auftreten
eines Wortes innerhalb der einzelnen Klassen
festgelegt. Es wird ein Starkemald definiert, das
angibt, wie gut dieser Term die einzelnen Klassen
voneinander unterscheidet und daraus ein
ConfWeightgebildet. Ziel dieses Verfahrens ist es,
auch die Zugehorigkeit eines Terms zu einer
Kategorie in die Gewichtung mit einflieRen zu
lassen. Diese Gewichtung wird also fiir den
vorliegenden Fall, der lediglich zwei Klassen kennt
(interessante und langweilige Beitrage), keine
Verbesserung erbringen. Eine Ubersicht (ber
gangige Gewichtungen, basierend auf statistischen
Metriken gibt die Tabelle in Abbildung 3.

Auch lernende Verfahren werden haufig
eingesetzt um passende Gewichte zu waéhlen.
Dabei wird mit einem linearen Klassifizierer das
passende Malf? fur die aktuelle Datenbasis gewéhlt
(Lan, Tan, & Low, 2006, S. 2).

Fur die Wahl eines passenden Gewichtes fiir diese
Arbeit, wurde die Studie von (Lan, Tan, & Low,
2006) herangezogen. Dort werden verschiedene
Gewichte kombiniert (beispielsweise die Term
Frequenzi E O A-RB4R. E9 wird die Effektivitat
fur die Verwendung bei Support Vektor
Maschinen und dem k-né&chste-Nachbarn Ansatz
gemessen und ausgewertet.

Dabei flihren sie ein neues Malf3, die relevance
frequency ein, welche die inverse

| Function | Denotedby | Mathematical form |
DIA association factor z(tp, c) Ple; | &)
Information gain 1G(ty, c;) Z Z P(t,c)-lo P, o)
& ko i &P Plo
cele;, Gl telty fr)
Pt
Mutual information MI(t,, c;) log W’;?;)
- - 2
s .2 ) |Tr|-[P(ty,c;)- P(Tp,¢;)— Pltp, &) - P(fp,c;)]
Chi-square * s i) Pt) Py Ple). P(&)
A NTr| - [P(ty,e;) - P(fp, &) — Plty, &) - P(E,ci)l
NGL coefficient NGLit,. c;) \Trl - LPG, o) - P, & O TG
VPe)- P@) - Pley) - P(ci)
Pt i)+d
Relevancy score RS(t,ci) log P(f’:l\%
) Pty |c;j)-(1— Pltr | )
Odds rat: OR(ty, c;
S rauo s Ci) A—PUp | ) Plis | &)
GSS coefficient GSS(tp,¢i) P(ty,ci)- P(fp,¢;) — P(tp,¢)- Pliy,ci)

Abbildung 3: Folgende Tabelle Zeigt Funktionen, mit dessen Hilfe der Merkmalsraum reduziert wird

Quelle:(Sebastiani, 2002, S. 16)



Dokumentfrequenz ersetzen soll. Abbildung 4
zeigt beispielhaft einen gravierenden Nachteil bei
der Verwendung der inversen Dokumentfrequenz.
Der Term t1 und t3 separieren die beiden Klassen
"interessant” und  "langweilig" sehr gut,
wohingegen der Term t2 nur sehr schlecht fur
eine Klassifizierung geeignet ist (siehe Ratio Wert,
welcher anzeigt, wie ungleich/gleich die Terme in
den beiden Klassen verteilt sind). Trotzdem haben
alle drei Terme das gleiche Gewicht (IDF).

interessant :

langweilig
Ratio

Summe(int
eressant,

inverse Dokumentfreq.

langweilig)

tl 100 10:1 log(N/100) = 3.322
t2 100 1:1 log(N/100) = 3.322
t3 100 1:10 log(N/100) = 3.322

Abbildung 4: Die Tabelle zeigt, dass die inverse

Termfrequenz nicht geeignet ist, um die

Bedeutung von Termen fur eine Klassifizierung zu

kennzeichnen Quelle (frei nach): (Lan,
Low, 2006, S. 2)

Tan, &

Die Idee von (Lan, Tan, & Low, 2006) besteht
darin, gut separierende Terme mit der relevane
frequencyhdher zu bewerten:

"0 log (2 + "IQAIGED

i og ( TED
Die 2 wurde als Wert gewéhlt, da es sich um den
Logarithmus zur Basis 2 handelt. In Kombination
mit der Term Frequenz ergibt sich das neue
Gewicht TFRF Die Abbildung 5 zeigt deutlich die
Uberlegenheit des TF-RF MaRes gegeniiber den
gangigen Gewichten. Im selektierten Verfahren
wird deshalb eine Gewichtung der Terme mittels
dem TF-RF-Maf3 in Betracht gezogen und neben
dem TF-IDF-Gewicht bewertet.

---m-- binary|
—e—tf
oo
—v—tf.chi2
——tf.rf
<= tig
—b—tf.or
—%— f

Micro-averaged F1

T T T T
o 500 1000 1500 2000

Number of Features

Abbildung 5:
Gewichten bei

Vergleich der

Verwendung des -rkdchste

Nachbarn Verfahrens. Auf der -Achse ist das F1

MaR aufgetragen. TF-RF erscheint als eine
interessante Alternative zu dem etablierten FF
IDF Gewicht

verschiedenen

2.5 Abstandsmal3e zur
Ahnlichkeitsbestimmung

Die meisten Verfahren basieren auf dem
Vektorraummodell. Das bedeutet, dass die
Merkmale als Vektor im mehrdimensionalen
Raum dargestellt werden kdnnen. Abbildung 6
visualisiert dies fiir den 3 dimensionalen Raum.

Um nun die die Ahnlichkeit der extrahierten
Vektoren miteinander zu vergleichen, stehen
verschiedene Abstandsmafe zur Verfuigung. Ein
einfaches Mal} ist das Skalarprodukt

¢

fGd Qo = [T

|1
Dabei besteht allerdings das Problem, dass die
Merkmalsvektoren zuvor normalisiert werden
missen, da sonst durch die Linearitat, die Lange
des Vektors ausschlaggebend ist. Auch der
euklidische Abstand kann als Abstandsmafd
verwendet werden, ist aber ebenso wie das
Skalarprodukt von der Léange der Vektoren
abhéangig.

Ein gut geeignetes Mal3, welches auch in der
Literatur (Hoffmann, 2002) haufig angefuhrt wird,
ist der Kosinusabstand

Blay Gagho
BL. 08 BL &4

COS MWW =

Dieser misst den Winkel zwischen zwei Vektoren
und ist unabhéngig von der Lange der Vektoren.

umso néher die Richtungen der
Merkmalsvektoren beieinander liegen, umso
dhnlicher sind sie. Das PseudeCosinusMaf

verzichtet auf die Quadrate und die Wurzeln in der
Formel fir den Kosinusabstand. Dadurch wird das
MafR weniger stark anfallig fir grof3e Werte, wobei
vorausgesetzt wird, dass es nur positive Gewichte
gibt.

Lndexterm,

Tlokurnent;
E

; Dickument,

Trclestierm;

Trahes lerm

Abbildung 6: zwei Vektoren im Merkmalsraum.
Quele: (Hoffmann, 2002)

Weiterfiihrend gibt es das OverlapMal3, das Dice
MalR und das JaccardMal. In (Hadi, Thabtah, &
Abdel-jaber, 2007) werden verschiedene



AbstandsmalRe verglichen und es zeigt sich, dass
das Kosinusmafl® dem Dice- und Jaccard-Mal
Uberlegen ist. Allerdings handelt es sich hier nur
um sehr geringe Differenzen in der
Klassifikationsgenauigkeit, so dass eine weitere
Analyse alternativer Mal3e an dieser Stelle kaum
Verbesserungsmaoglichkeiten aufwerfen wird und
deshalb nicht weiter verfolgt wird.

3. Verfahren und Algorithmen zur
Klassifizierung von Texten

3.1 Ubersicht Algorithmen

In diesem Kapitel werden alle Algorithmen, die
sich fur eine Textklassifikation eignen, vorgestellt.
Dabei werden sie nicht im Detail erlautert,
sondern nur ein kurzer Uberblick (ber die
Funktionsweise gegeben. Ziel ist es, die Verfahren
hinsichtlich ihrer Eignung fur die gegebene
Problemstellung zu analysieren und zu bewerten.
Als endgultiges Ergebnis, soll ein Verfahren
gewahlt werden, welches fir die Losung dieses
Problems herangezogen werden soll.
Detailliertere Ubersichten (iber die Verfahren sind
in (Hoffmann, 2002), (Sebastiani, 2002) und
(Blankenhorn, 2002) zu finden. Fir den
tiefergehenden Einstieg in die einzelnen Verfahren
wird an dieser Stelle auf die zahlreich verfligbare,
weiterflhrende Literatur verwiesen, in der die
einzelnen Algorithmen ausfuhrlich vorgestellt
werden.

3.2 Naive BayeKlassifikation

Der naive Bayes Klassifikator ist der am starksten
verbreitete Klassifikationsalgorithmus und wird
primar fur die Spamerkennung angewendet. Er
basiert auf dem beriihmten Bayestheorem, das ein
Umkehren von Schlussfolgerungen erlaubt:

B 069 z0(0)

B 0(6)

Um den Bayes Klassifikator fur die
Textklassifikation  einzusetzen,  wird  das
Dokument in seine Einzelwdrter zerlegt. Beim
Lernen wird fir jedes Wort ein Zahlwert fur die
jeweilige Klasse erhoht (bzw. das neue Wort
eingefugt und dem Wert 1 fur die jeweilige Klasse
belegt). Mit der Summe aller Lernvorgange, fur die
einzelnen  Kategorien, entsteht so eine
Wabhrscheinlichkeit fur jedes Wort. Diese gibt an,
wie wahrscheinlich es ist, dass das Wort in der
jeweiligen Klasse auftaucht.

0 0P

Far die Klassifikation wird die
Gesamtwahrscheinlichkeit errechnet. Dazu
werden die Einzelwahrscheinlichkeiten aller

Worter miteinander multipliziert und so eine a-
Priori Gesamtwahrscheinlichkeit fir die einzelnen
Klassen errechnet. Durch das Bayestheorem wird
dann die a-Posteriori Wahrscheinlichkeit, also die
Wahrscheinlichkeiten fiir die Zugehdorigkeit des
Dokumentes zu einzelnen Klassen errechnet. Die
Klasse, fur welche die Wahrscheinlichkeit am
groRten ist, wird als Zielklasse gewahlt.

Dieses Verfahren wurde bereits vor dem Beginn
dieser Arbeit implementiert und liefert leider
keine ausreichend hohe Trefferraten. Eine Analyse
hat gezeigt, dass der "naive" Ansatz eine zu starke
Vereinfachung ist. Beim Bilden der
Gesamtwahrscheinlichkeit einer Klasse, werden
einfach die Einzelwahrscheinlichkeiten der
einzelnen Worter miteinander multipliziert. Dies
basiert auf der Annahme, dass die
Einzelwahrscheinlichkeiten unabhangig
voneinander sind. Das ist aber nicht der Fall und
macht sich besonders dann bemerkbar, wenn
Dokumente  sehr  gegensétzliche  Begriffe
enthalten. Im Rahmen dieser Arbeit wird der
naive Bayes Klassifikator zum Vergleich fir das
neue Verfahren herangezogen.

3.3 FisheiMethode

Die Fisher-Methode (Segaran, 2008, S. 144) ist wie
der Bayes Klassifikator ein probabilistisches
Verfahren. Der Lernvorgang ist identisch mit dem
des Bayes Klassifikators. Beim Klassifizieren
werden allerdings in einem ersten Schritt die
Wabhrscheinlichkeiten fur alle einzelnen Worter
ermittelt und normalisiert (je Klasse). Dann
werden die SO normalisierten
Einzelwahrscheinlichkeiten  multipliziert und
logarithmiert. Eine Menge von
Einzelwahrscheinlichkeiten wird auf diese Weise
zusammengesetzt.

"Fisher hat gezeigt, dass das Ergebnis dieser
Berechnung bei unabhangigen und zufélligen
Wahrscheinlichkeiten zu einer Chi-Quadrat-
Verteilung passt." (Segaran, 2008, S. 144). Daher
liefert dieser Wert, eingesetzt in die inverse Chi-
Quadrat-Funktion, eine Wahrscheinlichkeit dafir,
dass diese zufallig zusammengesetzte Menge eine
hohe Wahrscheinlichkeit hat.

Trotz der Normalisierung und dem Ansatz tber
die Chi-Quadrat-Verteilung, welche versucht zu
ermitteln, ob es reiner Zufall ist, dass diese
Sammlung an Worter eine hohe
Wahrscheinlichkeit fir eine Klasse hat, ist dieser
Ansatz nicht vielversprechend. Die Verwendung
der Chi-Quadrat-Verteilung ist ein Versuch die
"Naivitat" des Bayesklassifikators auszugleichen.
Laut (Segaran, 2008, S. 146) ist die Qualitat der
Fisher-Methode mit denen des Bayesklassifikators



vergleichbar. Ein Einsatz fur die Loésung des hier
vorliegenden Problems ist daher ausgeschlossen.

3.4 Entscheidungsbaume

Eine einfache Form von Klassifikatoren stellen die
Entscheidungsbaume (siehe Abbildung 7) dar. Sie
stellen in einer Baumstruktur Regeln auf, um
Vektoren zu klassifizieren. Der Baum wird von
oben nach unten durchlaufen und es wird,
basierend auf den Merkmalen, eine Serie von if-
then-else Bedingungen gepriift.

Ein Entscheidungsbaum kann automatisch erstellt
werden. Dazu werden die Trainingsvektoren der
einzelnen Klassen gegeniiber gestellt und es wird
als Merkmal, nach dem als erstes getrennt wird
gesucht. Dabei wird ein Merkmal gewabhlt, das eine
besonders gute Trennscharfe liefert. So kann tber
die Entropie festgestellt werden, welches Merkmal
sich am besten eignet um eine Datenmenge in
zwei Teile aufzuteilen (vgl. Information Gain).
Eine sehr ausfuhrliche Anleitung, wie man
Entscheidungsbdume erzeugen kann, ist in dem
Buch "Kollektive Intelligenz" (Segaran, 2008) zu
finden.

Das zentrale Problem von Entscheidungsbdumen
ist die Menge an Bedingungen und die GroRRe des
Baumes. Da der Merkmalsraum sehr grof3 ist, sind
entsprechend viele Stufen notwendig, die fiir eine
Klassifikation dann auch durchlaufen werden
mussen. Ein  weiteres Problem ist das
inkrementelle Lernen, denn der Baum muss nach
jedem Training neu erstellt werden. Zudem
werden Entscheidungsbdume als anfallig fur
Overfitting beschrieben, was ein zusétzliches
"Pruning" notwendig macht (Wikipedia, 2010).

3.5 Regelbasierter Klassifikator

Beim regelbasierten Verfahren werden, mit Hilfe
eines Regel-Lerners, Regeln aufgestellt, die genau
festlegen wann ein Dokument zu einer Klasse
gehort. Die Regeln werden in disjunktiver
Normalform erstellt und sind leicht lesbar und
verstandlich ~ (Blankenhorn, 2002, S. 25).
Gegenliber  Entscheidungsbdaumen sind  die
Klassifikatoren kompakter und werden meist von
unten nach oben generiert (im Gegensatz zu
Entscheidungsbdumen). Dabei wird immer nur
eine einzelne Klasse betrachtet. Eine leere Regel
wird so lange um neue Bedingungen erganzt, bis
sie auf moglichst viele Elemente der jeweiligen
Klasse passt.

Bei diesem Verfahren ist das inkrementelle Lernen
ein Problem. Nach jeder Anderung missten alle
Regeln fir die jeweilige Klasse neu generiert
werden. Ahnlich wie beim Entscheidungsbaum
wird auch die groR3e Menge an Regeln ein Problem
darstellen. Benutzer kénnen zahlreiche
Themengebiete in ihrem RSS Reader abonnieren.
Regeln kdnnen dadurch sehr komplex und
umfangreich werden, so dass ein Erzeugen der
Regeln, wie auch ein Auswerten sehr
rechenintensiv werden kann.

Leider gibt es kaum Studien zur Praxistauglichkeit
von regelbasierten Verfahren.

3.6 Rocchio Verfahren

Der Rocchio Algorithmus ist ein sehr verbreitetes
Verfahren, das dafiir ausgelegt ist, in Kombination
mit Relevance-Feedback verwendet zu werden.
Die Vorgaben des Benutzers koénnen direkt fir
eine neue Anfrage weiterverarbeitet werden.

Die Grundidee des Rocchio Verfahrens ist einfach:

Nein Ja

Nein Ja

Durchmesser > 6in?

Nein Ja

Form = rund?

‘Durchmesser > 2in?|

\Durchmesser > 2in?j Wassermelone

Banane ‘Durchmesser>4in?|

Ja Nein|| Ja

‘ Stein = true? | Apfel

Neinl Ja
/7

Traube Apfel

T
Nein|| Ja
[_

Nein || Ja

Zitrone Grapefruit  Traube

Kirsche

Abbildung 7: Ein Entscheidungsbaum. Fiur die einzelnen Merkmale werden von oben nach
unten die einzelnen Bedingungen geprift.QuellgSegaran, 2008, S. 161)



in einer Trainingsphase werden
Merkmalsvektoren den jeweiligen Klassen
zugeteilt. Anschlielend werden die Vektoren der
einzelnen Klassen gemittelt. Es entsteht ein
Zentroid-Vektor fir jede Klasse i:
Gb: {01902603q8 ., 0

Wobei die einzelnen Gewichte des Zentroid-
Vektors mit folgender Formel (Sebastiani, 2002, S.
26) bestimmt werden kénnen:
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Der Zentroid-Vektor besteht also aus den

gemittelten Gewichten der Einzelvektoren der

+1 AOOGA8 - EO AAIl

werden, wie stark die einzelnen Klassen in das
Ergebnis einbezogen werden.

Zum Klassifizieren wird nun das Kosinusmaf3
zwischen den gemittelten Vektoren der jeweiligen
Klassen und dem unbekannten Merkmalsvektor
ermittelt. Der Vektor wird der Klasse zugeordnet
zu deren Mittelwertvektor der Abstand am
kleinsten ist.

Dem Bayes Klassifikator und der Fisher-Methode
ist das Rocchio Verfahren eindeutig vorzuziehen.
Die Vektoren mit den jeweiligen Worten bleiben
erhalten und besonders die zusammenhéngenden
Worte bleiben im Kontext erhalten. Durch die
Mittelung findet aber eine Vereinfachung statt, die
sich zwar positiv auf die
Klassifikationsgeschwindigkeit —auswirkt, aber
auch eine starke Unschérfe einfuihrt, welche das k-
nachste-Nachbar Verfahren oder Support-Vektor-
Maschinen nicht aufweisen. Zu diesem Ergebnis
kommt auch (Sebastiani, 2002, S. 40) und
beschreibt das Rocchio Verfahren gegentiber dem
k-nachste Nachbar Verfahren, Support-Vektor-
Maschinen und neuronalen Netzen als eindeutig
unterlegen.

3.7 knachste Nachbarn

Das k-nachste Nachbarn Verfahren ist eine leicht
zu verstehende und sehr verbreitete Methode der
Textklassifikation. Auch dieser Klassifikator geht
von Merkmalsvektoren im n-dimensionalen Raum
aus. Es werden die Abstinde zu allen
vorklassifizierten Trainingsvektoren berechnet.
Die k nachstliegenden Vektoren werden ermittelt
und als Zielklasse fiir den unbekannten Vektor,
wird die Klasse gewahlt, welche die Mehrzahl der
k Nachbarn angehort:

Qg = argd iy YQ Qpa, 66, @)
g D O

0AOAI AGAO

y(d) gibt hierbei an, zu welcher Klasse der
unbekannte Vektor d gehdrt. x sind die k néchsten
Trainingsvektoren. Sim ist eine
Ahnlichkeitsfunktion (z. B. Kosinusabstand) und
y(x.c) ist 1 oder 0O, je nachdem ob x zu c gehort
oder nicht.

Dieser Algorithmus ist sehr rechenintensiv, da der
Abstand zwischen dem vorliegenden Vektor und
allen Vektoren der Trainingsmenge notwendig ist.
Hier gibt es mehrere Methoden um die Laufzeit zu
optimieren. So werden beispielsweise Baume oder
heuristische Verfahren eingesetzt.

Zur Lésung des vorliegenden Problems wurde der
k-nachste Nachbarn Klassifikator gewahlt. Um die
Laufzeit zu begrenzen, wurde ein heuristisches
Verfahren mit Hilfe von Simulated Annealing
realisiert (siehe 4. Kapitel).

O A 1 EATIT
3.8 Neurorale Netze

Bei der Klassifizierung mittels Neuronalen Netzen,

werden menschliche Nervenzellen im Gehirn
nachgebildet.  Mehrere  Neuronen  werden
hintereinander geschalten und miteinander

verknupft. Diese Neuronen haben Eingangswerte,
welche im Falle der Text Klassifikation, die
Gewichte der Merkmalsvektoren sind. Diese
werden mit Gewichten multipliziert, miteinander
verknipft und bilden wiederum den Eingangswert
flr das néchste Neuron bzw. des abschlieenden
Ausgangs. Freiheiten bestehen bei der Wahl der
Schichten und der Anzahl der Neuronen pro

Schicht.  Zudem  wird eine nichtlineare
Aktivierungsfunktion (Sigmoidfunktion)
nachgeschalten.

Abbildung  8:
Neuronalen

eines

Skizze
Netzes
http://www.neuronalesnetz.de)

dreischichtigen
(Quelle:

Ein Neuronales Netz wird dadurch trainiert, dass
die Trainingsvektoren am Eingang angelegt
werden und das Netz (die Multiplikatoren am
Eingang der Neuronen) so verandert werden, dass
ein gewilnschter Ausgangswert angenommen
wird. Ausgehend von einem Funktional als
Gutekriterium kann dies beispielsweise mit dem
Gradientenabstiegsverfahren erreicht werden.

AAOOCATI AcO
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Neuronale Netze haben den gravierenden
Nachteil, dass deren Lerndauer und Konvergenz
nicht optimal festgelegt werden konnen. Das
Verfahren ist nicht transparent: auch wenn ein
Neuronales Netzwerk zufriedenstellende
Ergebnisse liefert, ist nicht nachvollziehbar
warum das so ist. Zudem ist das Training ein
nicht-konvexes Problem, es ist also nicht
sichergestellt, dass die optimale Konfiguration
gefunden wird.

Primérer Nachteil, wieso Neuronale Netze flr die
Losung dieses Problems nicht weiter verfolgt
werden, ist der hohe Trainingsaufwand. Der RSS
Reader bendtigt ein Verfahren, das inkrementell
lernen kann. Bei Neuronalen Netzen ist dies nur
schwer mdglich. Zudem ist das Training sehr
aufwendig: ein nicht-konvexes
Minimierungsproblem muss geltst werden.

3.9 Support Vektor Maschinen

Support Vektor Maschinen sind das neueste und
derzeit  beliebteste  Klassifikationsverfahren.
Besonders bei komplexen Problemen stellen
Support Vektor Maschinen einen Klassifikator dar,
der eine gute Generalisierbarkeit aufweist und
eine eingebaute Komplexitatsbremse besitzt.
Primar wird dabei dem Problem des Overfittings
begegnet.  Overfitting bedeutet, dass der
Klassifizierer zu genau auf die Trainingsmenge
abgestimmt wird und fir diese extrem hohe
Trefferraten aufweist, bei neuen Werten aber
nicht allgemein genug ist und versagt.

Um einen Support Vektor Maschinen Klassifikator
zu trainieren, wird eine Hyperebene im
mehrdimensionalen Merkmalsraum berechnet,
die einen maximalen Abstand zu den
Trainingsvektoren aufweist. Ein Vorteil des
Verfahrens ist die Tatsache, dass lediglich die
Vektoren, welche der Hyperebene am néchsten
liegen gespeichert werden missen (die
Supportvektoren). Fur einen unbekannten Vektor
wird gepruft, auf welcher Seite der Hyperebene er
liegt und daraus die Klassenzugehdrigkeit
abgeleitet.

Fur nicht linear separable Klassen, bietet das
Verfahren eine sogenannte Kernelfunktion an.
Damit wird der Merkmalsvektor, sowie der
Supportvektor in einen hochdimensionalen Raum
transferiert und dort wird schlie3lich der Abstand
(das Innenprodukt) berechnet. So lassen sich mit
einem linearen Klassifikator auch nicht-lineare
Klassifikationsprobleme Igsen.

Support Vektor Maschinen gelten in der Fachwelt
als derzeit bestes Verfahren. Wahrend nur ein
Bruchteil der Trainingsdaten gespeichert werden
missen, kann der Klassifikator auch mit

nichtlinearen Problemen umgehen und ist in
seiner Komplexitat steuerbar.

Abbildung 9: Beispielhafte Darstellung einer
Trennhypeaebene im zweidimensionalen Raum. Die
grinen Punkte sind die Supportvektoren, die
gespeichert werden mussen.

Fur das vorliegende Problem kommt das
Verfahren dennoch nicht in Betracht, da es fur
inkrementelles Lernen véllig ungeeignet ist. Das
Trainieren ist nichts anderes als das Losen eines
quadratischen Optimierungsproblems mit
linearen Nebenbedingungen. Dazu muss auf
Lagrange Multiplikatoren zurtickgegriffen werden.
Besonders bei groRen Merkmalsvektoren ist dies
in der Rechenzeit sehr teuer. Das bedeutet, dass
nach jedem Trainieren durch den Benutzer die
Klassifikatorfunktion (also die Hyberebenen)
komplett neu erstellt werden musste.

3.11 Bewertung der Algorithmen

Fur eine Textklassifikation gibt es eine Vielzahl an
Algorithmen, die in ihren verschiedensten Formen
bereits Verwendung finden und auch in der
Literatur ausfuhrlich beschrieben werden. Neben
den oben genannten Verfahren gibt es auch
weiterfuhrende Techniken, die auf heuristische

Algorithmen  basieren  (ein  Beispiel sind
genetische Algorithmen). Betrachtet man aber die
gegebene Problemstellung mit ihren
Einschrankungen, wie dem inkrementellen

Lernen, oder der begrenzten Ressourcen, so ist
der Einsatz vieler Methoden nicht mehr méglich.

Probabilistische Algorithmen, wie der naive Bayes
Klassifikator oder die Fisher Methode sind nicht
geeignet, da der Ansatz, die einzelnen Worter als
unabhangig zu betrachten eine zu starke
Vereinfachung ist. Selbst mit der Verbesserung
durch die inverse Chi-Quadrat-Verteilung sind
diese Methoden wenig aussichtsreich.

Auch  regelbasierte  Algorithmen erscheinen
ungeeignet, da die Menge an Bedingungen mit
steigender Anzahl an Trainingsdaten explodieren
wird. Zudem ist der Lernvorgang zu aufwendig:
der Baum bzw. die Regeln missen nach jedem
Trainingsschritt neu generiert werden. Sie werden



auch Verfahren wie dem k-néchste Nachbarn oder
Support Vektor Maschinen als unterlegen
beschrieben  (Wikipedia, 2010). In einem
Vergleich aller Algorithmen von (Sebastiani, 2002,
S. 38f) schneiden diese ebenfalls sehr schlecht ab.

Neuronale Netze stellen genauso wie Support
Vektor Maschinen einen interessanten Ansatz dar,
sind aber speziell in der Trainingsphase sehr
aufwendig. Bei beiden muss ein nicht-lineares
Optimierungsproblem geldst werden. Insgesamt
sind diese beiden Verfahren zu rechenintensiv im
Training, da hier der Klassifikator komplett neu
berechnet werden muss. Da die Lésung effizientes,
inkrementelles Lernen unterstiitzen muss, geht
auch der Vorteil der Support Vektor Maschinen,
dass lediglich eine Teilmenge der
Trainingsvektoren gespeichert werden muss,
verloren.

Fur das vorliegende Problem wurde deshalb, im
Rahmen dieser Arbeit, der k-ndchste Nachbarn
Klassifikator ausgewdhlt. Dieser ist exakter als der
Rocchio Algorithmus, liefert gemafd der Literatur
gute Ergebnisse (Baoli, Shiwen, & Quin, 2003, S. 1)
und ist leicht verstandlich und nachvollziehbar.
Eine Studie, welche Support Vektor Maschinen mit
dem k-néchste Nachbarn und Bayes Klassifikator
vergleicht (Colas & Brazdil, 2006), zeigt, dass das
k-nachste Nachbarn Verfahren den Support
Vektor Maschinen nicht unterlegen ist. Auch
(Sebastiani, 2002, S. 38f) kommt zu diesem
Ergebnis und beschreibt Support Vektor
Maschinen, regressionsbasierte Ansdtze und k-
nachste Nachbarn hinsichtlich ihrer
Treffergenauigkeit als sehr &hnlich leistungsstark.
Besonders beztglich der
Trainingsgeschwindigkeit liegt hier das k-néchste
Nachbarn Verfahren vorne, da nicht der gesamte
Klassifikator neu berechnet werden muss.

Bei der Analyse des Verfahrens wird aber auch
schnell klar, dass unbedingt die Klassifikation, die
eine Abstandsberechnung mit allen anderen
Vektoren vorsieht, beschleunigt werden muss. Da
das k-nachste Nachbarn Verfahren sehr verbreitet
ist, gibt es hier einige praxistaugliche Ansatze. Flr
diese Arbeit wurde ein heuristisches Verfahren
gewahlt, das auf dem simulierten Abkihlen, einer
Methode aus der Optimierung basiert und etwa 10
Mal schneller ist, als der gewdhnliche k-néchste
Nachbarn Algorithmus (Yang, Li, Zhang, & Hu,
2007). Es wurde ebenfalls der Einsatz einer
Beschleunigungsmethode, basierend auf P-Trees
(Rahal & Perrizo, 2004) erwogen, dieses hat sich
allerdings als zu unflexibel und speicherintensiv
erwiesen. Zudem besteht auf die P-Tree
Technologie ein Patentanspruch.
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4. Realisierte Méhode

4.1 Vorgehensweise

Wie im vorhergehenden Teilkapitel erlautert, wird
das k-néchste Nachbarn Verfahren fir diese Arbeit
verwendet. Dabei wird fir ein gegebenes
Dokument ein Merkmalsvektor erzeugt und die
Distanz zu allen Trainingsvektoren berechnet. Die
vorgegebene  Kategorie der Kk  néchsten
Trainingsvektoren, wird schlieBlich fir die
Klassifikation herangezogen. Bei der klassischen
Klassifikation wird die Kategorie gewahlt, zu der
die meisten k néchsten Nachbarn zugehdrig sind.

Da dieses Vorgehen sehr rechenintensiv ist, wurde
in dieser Arbeit ein optimiertes, heuristisches
Verfahren, basierend auf das simulierte Abkihlen
gewahlt (Yang, Li, Zhang, & Hu, 2007).

4.2 Merkmal®xtraktion und
Vorverarbeitung

Bevor der Klassifikator angewendet werden kann,
muss, wie im zweiten Kapitel genauer erlautert,
der Merkmalsvektor gebildet werden. Dazu
werden folgende Schritte durchlaufen:

1. sédmtliche HTML Tags werden entfernt

2. alle Buchstaben werden in
Kleinbuchstaben umgewandelt

3. alle Sonderzeichen, mit Ausnahme des
Bindestrichs '-' und des Leerzeichens,
werden entfernt

4. der Text wird in seine Einzelworter
zerlegt (Trennzeichen ist das
Leerzeichen)

5. die Haufigkeit jedes Wortes wird gezéhlt
6. ein Gewicht wird ermittelt (z.B. TF IDF)

Eine Stopp-Wort-Liste wurde nicht angelegt, da
bedeutungslose Worte, wie beispielsweise Artikel,
zuverlassig durch eine geringere Gewichtung
erkannt werden kdnnen.

Auch eine weitere Verarbeitung, z.B. die
Rickbildung der einzelnen Worte auf den
Wortstamm, wurde nicht realisiert, da hierfir
Worterbucher oder sprachenspezifische Regeln
aufgestellt werden mussen.

Um nun effizient auf die Merkmalsvektoren
zugreifen zu kénnen, fihrt (Yang, Li, Zhang, & Hu,
2007, S. 2f) eine neue Speicherstruktur ein. So gibt
es eine Liste die alle Dokumente enthalt. Jedes
Dokument in dieser Liste besitzt einen Zeiger auf
eine verkettete Liste, die samtliche Worter des
Dokumentes enthélt, wobei diese absteigend nach
Gewicht sortiert sind (vgl. Abbildung 10).
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Dokument 1
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Dokument 2
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Dokument 3
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Abbildung 10: Die Speicherstruktur
absteigendsortiert nach deren Gewicht.

far

die Dokumente und die jeweiligen Worte,

Wort 1

—.I (Dokument 1, Gewicht 1) l—.[ (Dokument 2, Gewicht 2) |—.| (Dokument 3,Gewicht 3) |—>

Wort 2

—% (Dokument 1, Gewicht 1) H (Dokument 2, Gewicht 2) |—.| (Dokument 3,Gewicht 3) |—’

Wort 3

—b| (Dokument 1, Gewicht 1) l—b‘ (Dokument 2, Gewicht 2) }—bi (Dokument 3,Gewicht 3) }—b .

Abbildung 11: Das inverse Array enthalt fir jedes Wort samtliche Dokumente, in denen
dieses enthalten ist, sowie das Gewicht in dem jeweiligen Dokument.

Eine zweite Liste enthalt samtliche Worter, die
jeweils einen Zeiger auf eine weitere verkettete
Liste besitzen. Diese enthélt alle Dokumente, die
dieses Wort enthalten, sowie das Gewicht, das
dieses Wort in dem jeweiligen Dokument besitzt.
Auch diese Liste ist absteigend nach Gewicht
sortiert (vgl. Abbildung 11). Auf diese Weise kann
schnell auf die Dokumente, die ein Wort enthalten,
zugegriffen werden.

4.3 Einfihrung Simulated Annealing

Simulated Annealing (deutsch  "simuliertes
Abklhlen™) ist ein heuristisches Verfahren der
Optimierung, das versucht approximativ ein
globales Minimum zu finden. Hier wird das
Problem mit dem physikalischen Vorgang des
Abkuhlens gleichgesetzt. Die Systemkonfiguration
wird mittels verschiedener Parameter
beschrieben. Ein Generator erzeugt einen
zufélligen Wechsel der Konfigurationsparameter.
Eine Zielfunktion misst die Energie und soll
minimiert werden.

Ausgehend von einer initialen Konfiguration
(initiale  Temperatur)  wird eine  neue
Konfiguration gewahlt. fuhrt diese zu einer
Verbesserung (Abkuhlung), so wird diese
Konfiguration  gespeichert. Ist die neue
Konfiguration schlechter, so wird diese trotzdem
akzeptiert, mit der Suche fortgefahren und eine
neue Konfiguration gewahlt, auch wenn dadurch

die Zielfunktion verschlechtert wird (d.h. einen
héheren Wert annimmt, als das zuvor ermittelte
Minimum). Auf diese Weise soll daflir gesorgt
werden, dass bei der Suche nach der optimalen
Konfiguration nicht bereits bei lokalen Minimas
abgebrochen wird. So wird, um das globale
Minimum zu finden, auch kurzzeitig eine
Verschlechterung in Kauf genommen.

Ein Abbruchkriterium legt fest, wann abgebrochen
und die aktuelle Ldsung als die optimale
angesehen wird. Meist ist der Generator so
gestaltet, das je langer der Prozess lauft, die
Wabhrscheinlichkeit fiir eine groRe Veranderung
der Parameter sinkt und gleichzeitig die
Wabhrscheinlichkeit fur einen Abbruch steigt.

4.4 Training des Klassifikators

Das Training gestaltet sich als sehr einfach und
schnell: die Merkmale des vorgegebenen
Dokuments werden extrahiert (siehe Kapitel 4.2),
gewichtet und in die Speicherstrukturen abgelegt.
So wird das neue Dokument in die Liste eingefugt,
die Worter absteigend sortiert in die verkettete
Liste des neuen Dokumentes eingehdngt
(absteigend sortiert nach Gewicht) und fir jedes
Wort in die inverse Liste das Dokument, mit dem
jeweiligen Gewicht einsortiert.

Innerhalb dieser Arbeit wird hierflir eine
relationale Datenbank verwendet. Abbildung 12

doc2token

tokens
+1d: int
Ftoken: varchar(255
+countup: int

*

L |

+tf:

+documentid: int
+tokenid: int
+weight: float
int

* documents

| 1[*d: int
Flength: double
+hash: varchar(32)

+countdown: 1int

Abbildung 12:
Datenbanksystem.

Das UML

Diagramm der

+updown: enum(up, down)

Datenbankstruktur fur ie relationales



zeigt ein UML Diagramm und verdeutlich die
Struktur.

4 5 Klassifikation

Der Prozess der Klassifikation ist nun nach dem
simulated Annealing Ansatz aufgebaut und
besteht aus den folgenden Schritten:

1. die Merkmale des unbekannten, zu
klassifizierenden Dokuments, werden
extrahiert (Ergebnis: Liste mit allen
Wdrtern und den jeweiligen Gewicht)

2. eine ErgebnisKandidatenmengenit k
leeren Platzen wird initialisiert

3. die Variable markovwird mit k
initialisiert
Nun wird folgender Vorgang so lange wiederholt,
bis das Ergebnisset nicht mehr verandert wird:

1. das am hdéchsten bewertete Wort des
unbekannten, zu klassifizierenden
Dokuments wird entnommen

2. eswerden die markov ersten Dokumente
aus der inversen Wortliste entnommen
und in ein temporares Ergebnisset
abgelegt

3. die Kosinusdistanz zwischen dem Vektor
des unbekannten Dokuments und jedem
Dokument im temporéaren Ergebnisset
wird berechnet.

4. Alle Dokumente in der Ergebnis
Kandidatenmengedie weiter entfernt
sind, als Dokumente im temporéren
Ergebnissetswerden durch diese ersetzt.

5. Die Variable markovwird mit folgendem
Wert neu gesetzt, wobei n die Anzahl an
Dokumente ist, die vom temporaren
Ergebnissein den aktuellen Ergebnisset
verschoben wurde:

. £ -
Al @u= Ig 7—QZ 10+01 z°Q
6. Fand keine Ersetzung statt, so wird
dieser Vorgang abgebrochen.

Am Ende enthalt die ErgebnisKandidatenmenge
die k néchsten Nachbarn.

5. Analyse

5.1 Testumfedl

Fur gewohnlich wird fir die Analyse von
Textklassifikationsalgorithmen auf fertige Text-
Korpuse zuriickgegriffen. Verbreitet ist der
Reutess Korpora, aber auch auf die chinesische
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Sprache ausgelegte Datenbanken, mit
verschiedenen Texten werden verwendet. In
dieser  Arbeit soll aber explizit die
Leistungsfahigkeit fir RSS Feeds und damit
Inhalte von Webseiten analysiert werden. Daher
wurden in dieser Arbeit zwei Satze an Daten

erhoben, die moglichst genau der realen
Datenmenge entsprechen.
Ein erster Datensatz besteht aus 1100

vollstandigen, deutschsprachigen Newsartikel der
Webseite zeit.de (Zeit, 2010) und wurde im
Zeitraum vom 21.04.2010 bis zum 22.05.2010
erfasst. Die Ressorts Politik und Wirtschaft, mit
zusammen 549 Dokumenten, wurden als
interessant bewertet, die verbleibenden Ressorts,
mit insgesamt 621 Dokumenten, als uninteressant
vorklassifiziert. Die durchschnittliche Textlange
liegt bei ca. 10000 Zeichen, wobei einzelne
Dokumente  eine  &hnliche  Zeichenmenge
aufweisen. Diese erste Menge stellt einen ersten,
einfachen Testfall dar, mit dem grundsétzlich die
Funktionalitat der Implementierung
nachgewiesen werden soll.

Eine zweite Datenmenge (im Weiteren als "real"
bezeichnet) besteht aus deutschsprachigen, mit
rsslounge eingelesenen Feedeintréagen, die aus elf
RSS Feeds entstammen. Diese Feeds decken
inhaltlich die Themen IT News, Schlagzeilen und
Webentwicklung ab und wurden entsprechend
der festen Interessenlage eines Probanden
vorklassifiziert (als interessant und
uninteressant). Insgesamt wurden 2100 reale
Feed-Eintrage verwendet, die im Zeitraum vom
31.03.2010 und dem 22.04.2010 erfasst wurden.

Diese Datenmenge stellt  den realen
Anwendungsfall dar und soll als Grundlage dafur
dienen, wie gut sich der
Klassifikationsalgorithmus im realen Umfeld
bewahrt.

Es gibt zwei Kategorien: interessant oder

uninteressant. Jedes Dokument kann eindeutig
einer der beiden Kategorien zugeordnet werden.

Die Implementierung erfolgte in PHP, fur den
Bayes-Klassifikator ~wurde die OpenSource
Bibliothek b8 (Leupold, 2010) verwendet.

5.2 Messwerte

Fur eine Auswertung der Leistungsfahigkeit der
vorhandenen Klassifikatoren, wurden die zwei
Werte precision (Genauigkeit) und recall
(Trefferquote) aus dem Bereich des Information
Retrievals verwendet. Die "Genauigkeit ist die
Wabhrscheinlichkeit, mit der ein gefundenes
Dokument relevant ist" (Wikipedia.org, 2010). Die
"Trefferquote ist die Wahrscheinlichkeit, mit der
ein relevantes Dokument gefunden wird"
(Wikipedia.org, 2010). Beide MalRe kbénnen Werte
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F1 Score
100,00%
95,00% % /
90,00%
85,00%
80,00% —
75,00%
70,00% /‘\‘\—-—x
65,00% /
60,00%
55,00%
50,00%
100 300 500 1000
—4—Bayes 94,94% 88,02% 91,94% 97,92%
—I—knnsa(keine::[if‘::::]egrenzung,a 78.47% 82,80% 82.88% 30,82%
knnsa (max 500 Zeichen, & Nachbarn) 67,05% 66,03% 68,20% 67,86%
=== knnsa (max 300 Zeichen, 8 Nachbarn) 59,99% 64,92% 73,85% 69,19%
Trainingsmenge

Abbildung 13: F1 Score Wert fur die zeit.de Datenmenge
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== knnsa (keine Zeichenbegrenzung) 44,15%
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58,56%
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62,66%

57.07%

70,76%

65.66%

—rimkninsa (max 300 Zeichen) 54,01%

61,33%

60,35%

64,64%

63,56%

Abbildung 14: F1 Score Wert fur die real Datenmenge

zwischen O und 1 (bzw. 0% und 100%) annehmen
und héngen voneinander ab. Neben der
Genauigkeit und der Trefferquote findet man in
der Literatur daher auch sehr oft das F-MaR,
welches beide Werte miteinander kombiniert. In
dieser Arbeit wird das F1 MaR ermittelt. Die
Maf3zahlen kdnnen (ber folgende Formeln
bestimmt werden:

N QO + | Qadn

5.3 Auswertung

FUr ein Training der Klassifikatoren wurde eine
unterschiedliche  Anzahl an Dokumenten
verwendet. AnschlieRend wurden je Testlauf 100
Dokumente klassifiziert und daraus die Messwerte
ermittelt.

Abbildung 13 und 14 zeigen die F1 Scorewerte fur
die beiden Datenmengen. Auf der x-Achse ist die
Anzahl der Dokumente der Lernmenge
aufgetragen. Die Grafiken enthalten das Ergebnis
des naiven Bayes Klassifikators und das Ergebnis
des k-nachste-Nachbarn Klassifikators, basierend
auf simuliertem Abkuhlen unter Verwendung der
8 nachsten Nachbarn. Einmal wurden die
Dokumente unveréndert in den Klassifikator
eingegeben (rote Linie). Ein weiteres Mal wurden
alle Dokumente auf 500 und 300 Zeichen gekiirzt
(grune und lila Linie).



Abbildung 13 zeigt, dass beide Klassifikatoren mit
einer steigenden Anzahl an Trainingsdaten besser
werden. Die  Uberlegenheit des  Bayes
Klassifikators ist, besonders bei Kkleinen
Datenmengen, deutlich sichtbar. Eine Reduktion
der Textlange fuhrt hier zu einer Verschlechterung
der Klassifizierungsleistung, was aus dem
reduzierten Informationsgehalt folgert. Besonders
der Bayes Kilassifikator bringt hier gute
Trefferraten, da die Themengebiete der
zugrundeliegenden Datenmenge Kklar voneinander
getrennt sind (Politik und Wirtschaft besitzt eine
andere Wortmenge als die restlichen Ressorts wie
Sport oder Wissen). Die Unterlegenheit des k-
nachste-Nachbarn Verfahren ist in der kleinen
Trainingsmenge begrindet. Dies deckt sich mit
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Schnittmenge flr eine verlédssliche Aussage zu
klein.

Weiterfihrende Versuche haben gezeigt, dass
auch die Anzahl der nachsten Nachbarn, also eine
Verédnderung des Kk, Kkeine Verbesserung
herbeifiihrt und auch kein herausragend stabiler
Wert angegeben werden kann, der auffallend gute
Ergebnisse liefert.

Abbildung 14 zeigt auch ein zweites Phdnomen,
dass ein grof3es Problem darstellt: wird die
Textlange auf 500 Zeichen limitiert, so verbessert
sich die Erkennungsleistung signifikant auf ca.
65%. Ein Vergleich mit dem Datenbestand aus
Abbildung 13 (das diesen Effekt nicht aufweist)
und einer Analyse der Datenmenge zeigt, dass dies

den Beobachtungen verschiedener Paper, die fir durch die stark variierende  Textlange

das k-néchste-Nachbarn Verfahren, basierend auf  hervorgerufen wird.

verschiedene Text-Korpuse, ahnliche - e

Ergebniswerte aufweisen (Lan, Tan, & Low, 2006, [l 2T kein Limit 500

S. 4f.), (Colas & Brazdil, 2006, S. 7). korrekt 17 15
interessant

Wird eine Datenbasis herangezogen, die eine reale ]

Klassifikation durch einen Benutzer ~falschinteressant 12 14

wiederspiegelt, so andert sich dieses klare Bild, Korrekt 34 62

wie Abbildung 14 aufzeigt. Wéhrend sich der langweilig

Bayes Klassifikator mit steigender Anzahl an falsch 37 9

Trainingsdokumenten verbessert und einer langweilig

Treffergenauigkeit von 80% annahert, weil3t der Textlange

k-nachste-Nachbarn Klassifikator eine konstant Traininmenge 1354 368

niedrige Erfolgsquote auf die etwa bei 509%  'Meressant

anzusiedeln ist und auch bei einer Erhdhung der Textlange

Lernmenge nicht ansteigt. Fur diesen Effekt gibt es Eﬁé’;‘v';mggge 752 335

eine klare Ursache, die eine Analyse der

Debugausgaben der Implementierung offenbart. ~ Abbildung 15: Die Tabelle zeigt die Anzahl
korrekt und falsch Kklassifizierter Elemente,

Aufgrund der kurzen durchschnittlichen Lange

. . . . abhangig von der maximal moglichen Textlange.
von (im Mittel) 1000 Zeichen der Dokumente wird 919 9 9

Die Werte wurden bei einer Trainingsmenge von

ein Vergleich zweier Vektoren nur uber sehr
wenige Worte durchgefiihrt. Zwei Vektoren haben
im Durchschnitt lediglich drei Worter gemeinsam.
Die Entscheidung, wie nahe also ein Vektor an
dem unbekannten, zu Kklassifizierenden Vektor
liegt (errechnet Uber die Kosinusdistanz), basiert
also auf ein bis drei Worte. Auch wenn diese im
Kontext auftauchen (also gegeniiber dem naiven
Bayes Verfahren hier mehr Informationen
enthalten), reicht diese Menge nicht aus, um eine
Aussage dariber zu treffen, ob dieser Vektor dem
unbekannten Vektor &hnlich ist oder nicht. Auch
bei einer steigenden Trainingsmenge wird dieses
Problem nicht gel6st, da die Bewertungsgrundlage
fur die Ahnlichkeit zu schwach ist und sich die
Menge an falschen Mdglichkeiten nur erhoht.
Diese Erkenntnis wiegt schwer, denn sie besagt,
dass auch alle anderen vektorbasierten Verfahren,
die in dieser Arbeit aufgezeigt werden (wie
beispielsweise Support Vektor Maschinen) fir
eine Klassifikation nicht in Frage kommen. Auch
hier findet ein Vergleich zweier Vektoren Uber die
Einzelworter statt und auch hier wére die

1000 Dokumente und mit k=8 ermittelt

Die Tabelle in Abbildung 15 zeigt exemplarisch fir
1000 Dokumente als Trainingsmenge, wie grof3
der Einfluss der Textlange ist. Ohne eine
Limitierung der Textldange werden 37 Dokumente,
die eigentlich uninteressant sind, als interessant
eingestuft. Wird hingegen die Textlange auf 500
Zeichen begrenzt (also lediglich die ersten 500
Zeichen verwendet), so sinkt diese Anzahl an
falschlicherweise als interessant eingruppierten
Dokumenten auf 9. Dieses Verhalten ist fur
mehrere Konfigurationen rekonstruierbar.

Die Ursache hierfir liegt in dem Ungleichgewicht
der Merkmale. Der unbekannte Merkmalsvektor
wird nur mit einem Trainingsvektor verglichen,
wenn dieser mindestens ein Wort mit diesem
gemeinsam hat, also Uberhaupt eine Schnittmenge
vorhanden ist. Ansonsten ist die Distanz O (vgl. die
Formel fur das Kosinusmalf3). Ein Vergleich macht
hier auch intuitiv keinen Sinn, denn beide
Vektoren haben ja nichts gemeinsam. Haben nun
interessante Texte hdhere Textldngen, so erhoht
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Abbildung 16: Anteil korrekt klassifizierter Dokumente fir eine Trainingsmenge
von 500 und 1000 Dokumenten fur die Datenmengesal”

sich die Wahrscheinlichkeit, dass zwischen einem
neuen, unbekannten Vektor und einem aus der
Menge der interessanten Trainingsvektoren
stammender Merkmalsvektor, eine Schnittmenge
besteht, also beide Vektoren gleiche Worter
enthalten. Der unbekannte Vektor wird also mit
mehr Trainingsvektoren der interessanten Menge
verglichen (hier ist die Textlange doppelt so hoch,
wie bei uninteressanten Trainingsvektoren),
womit auch die Wahrscheinlichkeit steigt, das ein
solcher in die Menge der k ndchsten Nachbarn
kommt. Resultierend daraus werden unbekannte
Vektoren verstarkt als interessant klassifiziert.
Erst wenn durch eine kunstliche Kirzung der
Texte gleiche Textlangen erzeugt werden, gleicht
sich dieser Effekt aus.

Die erste Datenmenge (zeit.de) besteht aus etwa
gleich langen Texten, daher tritt hier dieser Effekt
nicht auf. Da aber RSS Feeds stark variierende
Textlangen aufweisen (so enthalt beispielsweise
ein Download-Feed oft nur den Namen der
Anwendung, ein Feed mit detaillierten
Informationen oft weit mehr als 10000 Zeichen)
und im Vorfeld nicht gewahrt ist, dass diese
Langen Uber beide Kategorien gleichverteilt sind,
ist fur dieses Problem unbedingt eine Ldsung
erforderlich.

Samtliche hier klassifizierten Dokumente wurden
mittels der TF-IDF Gewichtung verarbeitet. Im
Rahmen dieser Arbeit wurde aber auch das TF-RF
Mafd in Erwagung gezogen (vgl. 2.4 Gewichtung
der einzelnen Merkmale) und ausgewertet.
Abbildung 16 stellt den Anteil der korrekt
klassifizierten Dokumente fir die verschiedenen
Klassifikationsalgorithmen dar. Ein deutlicher
Abfall der Erkennungsleistung ist bei der
Verwendung der TF-RF Gewichtung sichtbar und
auch hier offenbart sich die Ursache bei einer

Analyse der Debug-Ausgaben der
Implementierung. Das TF-RF Mal3 ist zwar
sensibel fir Ungleichgewichte, représentiert aber
kaum die Haufigkeit des Auftauchens eines
Wortes. Das bedeutet, dass die Stop Woérter, also
haufig auftretende und wenig aussagekréftige
Worte, wie beispielsweise Artikel, kein signifikant
niedrigeres Gewicht bekommen als seltene Worte.
Daher haben diese Worte einen grof3en Einfluss
auf die Bestimmung der Ahnlichkeit. Dieses
Problem lasst sich auch im Paper, das dieses
Gewicht  einfuhrt, zwischen den  Zeilen
herauslesen: "Stop words, punctuation and
T O AAROO xAOA (LawATah GRALAW, ¢
20086, S. 3). Fur dieses Projekt kommen allerdings,
aus Grinden der Sprachenunabhéngigkeit keine
Worterlisten in Frage. Daher wurde das TF-RF
Gewicht nicht weiter verfolgt.

Hinsichtlich der Verarbeitungsgeschwindigkeit
hat sich das k-néchste-Nachbarn Verfahren,
basierend auf dem simulierten Abkihlen als
praxistauglich herausgestellt. Far die
Klassifikation lag die Rechenzeit (ausgehen von 8
néchsten Nachbarn und 1000 Trainingsdaten)
unter 500 Millisekunden und damit in einem
vertretbaren Bereich.

6. Ergebnis

In dieser Arbeit wurden die verschiedenen
Moglichkeiten einer Textklassifikation erlautert
und vorgestellt. Nach den vorliegenden
Informationen wurde das geeignetste Verfahren,
die Klassifikation Gber ein optimiertes k-néchste-
Nachbarn-Verfahren, mittels simulierten
Abkihlens implementiert und mit dem naiven
Bayes Klassifikator verglichen. In diesem Zuge



wurde die in (Lan, Tan, & Low, 2006) vorgestellte,
neue Gewichtungsmethode, term frequenz
relevance feedbackTF-RF) vorgestellt und in der
Praxis erprobt.

Ein praktischer Test mit zwei Datenmengen (einer
vereinfachten Testmenge und einer zweiten,
praxisnahen Beispielmenge) hat gezeigt, dass der
k-nachste-Nachbarn Klassifikator, aufgrund der
geringen Lernmenge, der kurzen Textinhalte von
RSS Feeds und der stark variierenden Textlangen
fur das vorliegende Problem nicht geeignet ist.

Ebenso zeigt diese Arbeit, dass samtliche
Verfahren, die auf dem Vektorraummodell
basieren, fur eine Lbsung dieses Problems

ungeeignet sind, da die Schnittmengen zwischen
den Vektoren keinen verlasslichen Vergleich
erlauben.

Das TF-RF Gewicht ist ausschlielich in
Kombination mit einer Stop Wort Elimination
sinnvoll. Eine Verbesserung der
Erkennungsleistung durch das TF-RF Gewichtung
konnte daher nicht nachgewiesen, aber auch nicht
widerlegt werden.

Weitere Informationen, wie sie beispielsweise die
Methoden des semantischen Webs bieten, kdnnten
einen Ansatz dafur bieten, aus den kurzen Texten
weitere Merkmale zu extrahieren. Auch das
Heranziehen externer Inhalte (beispielsweise
durch das Herunterladen der gesamten Webseite
des RSS Beitrages) konnte Inhalt weiterer
Arbeiten sein.
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